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Аннотация
Постановка задачи. В работе проведено исследование существующих методов выделения и сравнения признаков объек-
тов, используемых в задаче повторной идентификации (верификации) модели транспортного средства по его изображе-
нию, являющейся одной из наиболее важных задач, стоящих перед системами автоматизированного контроля дорожной 
обстановки и решаемой за счет сравнения признаков верифицируемого автомобиля с некоторым набором признаков, 
полученных системой контроля ранее, и принятия решения о принадлежности сравниваемых образцов к одной модели 
транспортного средства или к разным. Предложен метод выделения и сравнения векторов признаков модели автомобиля 
по его изображению, основанный на использовании сверточных нейронных сетей. Проведено сравнение эффективности 
предложенного подхода с существующими алгоритмами повторной идентификации моделей транспортных средств 
по критерию точности верификации (accuracy). Метод. В статье описан подход, используемый для выделения вектора 
признаков изображения транспортного средства и его последующего сравнения с эталонным вектором для анализа схо-
жести. В основе подхода лежит метод выделения вектора признаков с использованием классификационной сверточной 
нейронной сети и критерий сравнения векторов признака, базирующийся на технике подсчета совпадающих признаков. 
Основные результаты. Предлагаемый подход демонстрирует точность, сопоставимую с современными аналогичными 
методами в сценариях использования, когда обрабатываемые данные обладают характеристиками, совпадающими с 
тренировочными (используется похожая модель камеры и ракурсы съемки, схожий уровень освещения и шумов, вери-
фицируемые модели автомобилей, содержатся и в наборе данных, используемых для тренировки классификационной 
сети), и демонстрирует значительно более высокую сравнительную точность повторной идентификации при обработке 
данных, значительно отличающихся от тренировочных, при более низкой вычислительной сложности и размерности 
используемого вектора признаков. Практическая значимость. Предложенный подход может быть использован на 
практике в задаче идентификации модели транспортного средства в системах контроля дорожной обстановки.
Ключевые слова
обработка визуальных данных, машинное обучение, сверточные нейронные сети, выделение признаков объектов, срав-
нение признаков объектов, сеть Alexnet
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Abstract
Subject of Research. The paper presents a study of the existing methods for identifying and comparing the features of objects 
used in the re-identification task of vehicle model by its image. This task is one of the most important tasks facing automated 
traffic control systems, and it is solved by comparing the features of the vehicle being verified with a certain set of features 
obtained earlier by the monitoring system. Then decision is made whether the compared samples belong to the same vehicle 



Научно-технический вестник информационных технологий, механики и оптики,
2019, том 19, № 4 723

Н.С. Немцев

model or to different ones. A method is proposed for feature vectors extraction and comparison of vehicle model according 
to its image. The method is based on the use of convolutional neural networks. The proposed approach is compared with 
existing algorithms for vehicle model re-identification by the accuracy criterion. Method. The paper describes the approach 
for vehicle image feature vector extraction and its subsequent comparison with the reference vector for similarity examination. 
The approach is based on the method of feature vector extraction, using classification convolutional neural network, and on 
comparison criterion for feature vectors applying the estimate of coincidental features. Main Results. The proposed vehicle 
model verification method demonstrates accuracy comparable to modern analogous in scenarios when the testing data have 
characteristics that coincide with training ones (similar camera model and camera angles are used; the level of lighting and noise 
are similar; models of re-identifiable vehicles are contained in the dataset used for the classification network training). In case 
of data significantly different from the training dataset, the method shows a lower computational complexity and uses smaller 
size of used feature vector and demonstrates significantly higher relative accuracy of re-identification. Practical Relevance. The 
proposed approach is practically applicable in vehicle identification task for highly loaded traffic control systems.
Keywords
visual data processing, machine learning, convolutional neural networks, feature extraction, feature comparison, Alexnet

Введение
В автомобильной промышленности алгоритмы компьютерного зрения используются для решения 

различных задач: от обнаружения транспортных средств, определения их скорости и подсчета количе-
ства до создания функций анализа окружения для автономных движущихся устройств. Задача повторной 
идентификации транспортного средства является одной из наиболее важных задач, решаемых системами 
контроля дорожной обстановки, и сводится к выделению признаков автомобиля (как каждого конкретного 
автомобиля, так и определенной группы автомобилей одной модели) для их последующего сравнения с 
некоторым набором извлеченных ранее признаков с целью определения соответствия образцов. 

Задача повторной идентификации автомобиля является смежной к задаче ре-идентификации лиц, 
однако имеет и свою специфику — так, в задаче идентификации автомобиля необходимо обеспечить уве-
ренное сопоставление признаков автомобиля вне зависимости от ракурса съемки (спереди, сбоку, сзади, 
под различными углами), в то время как идентификация лица обычно производится с одного ракурса (как 
правило, в анфас). Также различные модели автомобиля могут визуально отличаться только с определенно-
го ракурса, а изображения одного и того же автомобиля, снятые с разных ракурсов, могут содержать мало 
общих деталей, что существенно усложняет задачу повторной идентификации [1].

Условно все подходы для повторной идентификации объектов можно разделить на использующие 
классические методы выделения признаков [2, 3] и опирающиеся на подходы выделения признаков с ис-
пользованием сверточных нейронных сетей [1, 4], при этом нейросетевые (основанные на использовании 
искусственных нейронных сетей) подходы можно разделить на методы, работающие по классической схеме, 
в которой признаки выделяются для каждого сравниваемого изображения отдельно, а их сопоставление 
вынесено в отдельный модуль [5], и на методы, основанные на использовании сиамских нейросетей [6], в 
которых два входных изображения обрабатываются параллельно в рамках одной сети, а метрика схожести 
вычисляется непосредственно на последнем слое [1, 7].

Классические подходы извлечения и сопоставления признаков на практике малоприменимы в задаче 
верификации модели транспортного средства в силу того, что в реальных сценариях использования сравне-
ние зачастую производится для транспортных средств, снятых на значительном расстоянии, изображения 
которых не обладают достаточно высоким для выделения значительного числа признаков разрешением [8]; 
сама процедура сравнения изображений транспортных средств сводится к подсчету количества соответствий 
между полученными дескрипторами [9], что не позволяет корректно сравнивать объекты, снятые с разных 
ракурсов (набор признаков, полученный с разных ракурсов съемки для одной и той же модели транспорт-
ного средства, будет различным).

Нейросетевые методы сравнения объектов по изображению используют некоторую архитектуру 
классификационной сети для извлечения векторов признаков объектов (например, [10, 11]) и производят их 
последующее сравнение или в отдельном модуле [5], или непосредственно в последнем слое сети в случае с 
сиамскими сетями [6]. К основным плюсам данного подхода можно отнести возможность многоракурсного 
сравнения и отсутствие строгих требований к разрешению сравниваемых изображений. Основным мину-
сом является необходимость обучения модуля выделения признаков на соответствующем наборе данных, 
к примеру, для корректного выделения признаков определенной модели автомобиля классификатор должен 
быть обучен классифицировать максимально полное подмножество моделей автомобилей, в идеальном 
случае содержащее искомую верифицируемую модель, при этом визуальные характеристики используемого 
набора данных должны максимально полно соответствовать реальным (так для надежной идентификации 
модели автомобиля в ночное время, используемый классификатор должен быть обучен на наборе данных, 
содержащих ночные фото) [12]. 

Помимо этого, у всех нейросетевых подходов наблюдается эффект «перетренированности», при 
котором некоторая модель классификатора или в исследуемом случае верификатора демонстрирует хоро-
шие результаты на тренировочных данных, однако значительно теряет точность на данных, существенно 
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отличающихся от тренировочных [13]. При этом к данному эффекту склонны как модули извлечения при-
знаков, так и модули сравнения наборов признаков, базирующиеся на методах машинного обучения [14], 
что существенно снижает универсальность таких подходов.

У подходов, базирующихся на применении сиамских сетей, помимо проблем с «переобучением», 
имеются проблемы со сходимостью сети на этапе обучения, вызванные разнородностью входных данных 
[15], что затрудняет их использование в ряде случаев.

Предложенный подход сочетает в себе подход для извлечения короткого вектора признаков, базирую-
щийся на использовании модифицированной классификационной сети Alexnet [10], обученной на специаль-
но подготовленном наборе данных, и простую метрику схожести, оперирующую векторами признаков не-
большого размера и базирующуюся на принципе оценки количества совпадающих признаков. Использование 
данной метрики обусловлено как необходимостью в уменьшении вычислительной сложности задачи и 
оптимизации вычислительного процесса верификации (повторной идентификации) модели транспортного 
средства для использования в высоконагруженных системах контроля дорожной обстановки [16–18], так 
и в целях уменьшения влияния эффекта «перетренированности», свойственного алгоритмам машинного 
обучения, на стабильность работы системы, обрабатывающей данные, значительно отличающиеся по своим 
характеристикам от используемых в процессе обучения модуля извлечения признаков объекта [13].

Полученные результаты показывают, что, несмотря на свою простоту, предложенный подход демон-
стрирует точность решения задачи верификации модели автомобиля, сопоставимую с другими современ-
ными подходами, при более высокой универсальности и менее высокой вычислительной сложности.

Используемая модель извлечения признаков
В качестве модуля извлечения признаков в данной работе использовалась модифицированная сеть 

Alexnet [10] (рис. 1).
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Рис. 1. Архитектура используемой классификационной сети

В качестве активационной функции в место ReLU (англ. Rectified linear unit, линейный выпрямитель), 
вычисляемой как:

 f(x) = max(0, x),

где x — входное значение функции активации, использовалась RReLU (англ. Randomized rectified linear unit, 
линейный выпрямитель c рандомизированной утечкой) [19]:

 α
если x ≥ 0

иначе

где на этапе обучения α ⊂ U(l,u), l < u, l,u ∈ [0,1], U(l,u) — некоторое равномерное распределение (исполь-

зовалось распределение U(3,8)), а на этапе тестирования α  
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Классические ReLU в процессе обучения могут выходить из строя [19], например, большой градиент, 
проходящий через ReLU, может привести к такому обновлению весов, что данный нейрон никогда больше 
не активируется [10]. Если это произойдет, то, начиная с данного момента, градиент, проходящий через этот 
нейрон, всегда будет равен нулю, что негативным образом сказывается на эффективности обучения клас-
сификатора. Исследования, проведенные в [19], показали, что использование в RReLU некоторой «утечки» 
для x < 0 позволяет как уменьшить вероятность выхода нейрона из строя на этапе обучения, так и несколько 
уменьшить эффект перетренированности сети за счет случайного характера параметра .

С целью ускорения сходимости сети (уменьшения времени обучения) и повышения стабильности ее 
работы на этапе обучения был использован стандартный подход, основанный на добавлении специальных 
нормализующих слоев, используемых на этапе обучения (BacthNorm, пакетная нормализация [20]).

Использование архитектуры сети Alexnet [10] обусловлено ее изученностью и относительно неболь-
шой глубиной (малым количеством скрытых слоев), облегчающей процесс обучения классификатора и 
позволяющей обеспечить невысокую относительно других архитектур сетей вычислительную сложность 
процесса извлечения признаков.

Для обучения классификатора использовался набор данных StanfordCars [21], содержащий 16 185 изо-
бражений автомобилей 196 различных моделей, для повышения точности классификации, уменьшения 
эффекта перетренированности и повышения универсальности классификатора исходный набор данных 
был размножен в 10 раз, при этом была выполнена дополнительная балансировка данных [20] (выравнено 
количество изображений между различными моделями автомобилей). Аугментация исходных изображений 
выполнялась путем изменения яркостно-контрастных характеристик изображения, его цветности, а также 
добавлением различных моделей шумов и аффинных преобразований, параметры и набор используемых 
фильтров выбирался случайно для каждого генерируемого изображения отдельно (рис. 2).

Исходное изображение

Примеры аугментированных изображений

Рис. 2. Пример аугментированных данных

Для получения вектора признаков объекта на вход классификационной сети подается соответству-
ющее изображение и извлекается набор коэффициентов после последнего MaxPool слоя, представляющий 
собой матрицу значений размером 256 × 6 ×6. В качестве вектора признаков используются значения, полу-
ченные из исходной матрицы путем сложения элементов:

 

∑ ∑ С

С С

где Fi ∈ F — элемент результирующего вектора признаков, состоящего из 256 элементов, Ci,k,m ∈ C — эле-
мент матрицы коэффициентов, извлеченной из сети.
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Критерий схожести векторов признаков
Используемый критерий схожести векторов признаков принимает на вход два вектора признаков 

объектов F и F′, вычисляют некоторый критерий схожести S ∈ [0,1]:

 

где FC — количество значащих признаков, NM — количество различающихся признаков,

 
∑ ′

где Fi ∈ F, Fi′ ∈ F′, I(Fi,Fi′) — индикаторная функция, вычисляемая, как:

 

1, если      > thr или      > thr
0, иначе

где thr — некоторый предзаданный порог чувствительности (в данной работе использовался thr = 1,5); 
NM — количество отличающихся признаков, вычисляемое, как:

 
∑ ′NM J

где J(Fi,Fi′) — индикаторная функция, вычисляемая как:

 
J =

I , Fi – Fi >
1
2

max
0, иначе

если .

Оценка эффективности предложенного подхода
На данном этапе производилась сравнительная оценка эффективности предложенного критерия 

схожести признаков, метода сравнения признаков базирующегося на оценке евклидова расстояния между 
сравниваемыми векторами, подхода использующего метод опорных векторов (SVM [14]), а также подхода 
опирающегося на использование сиамских нейронных сетей [15] и других современных аналогов как на 
тестовом подмножестве набора данных StanfordCars, использованного для обучения [21], так и на приме-
рах из набора данных CompCars, акцентирующем свое внимание на задаче верификации как обобщенных 
моделей автомобилей, так и конкретных транспортных средств снятых камерами наблюдения [5].

В качестве тестовых данных набора StanfordCars [21] использовались 5000 «положительных» при-
меров, состоящих из изображений автомобилей одной модели, и 5000 «отрицательных» пар изображений, 
состоящих из изображений автомобилей разных моделей, выбранных случайным образом из подмножества 
изображений, не использованных в процессе обучения. В качестве тестовых данных набора CompCars ис-
пользовалась оригинальная структура тестовых данных из трех уровней сложности, содержащая на каждом 
уровне сложности по 20 000 сравниваемых пар изображений (по 10 000 «положительных» и «отрицатель-
ных» примеров) [5].

В качестве критерия качества использовалась метрика точности повторной идентификации (accuracy), 
вычисляемая, как:

 

где TP — количество правильно распознанных «положительных» пар изображений (пара содержит изо-
бражения транспортных средств одной модели, и верификатор оценивает их как элементы одного подмно-
жества), TN — количество правильно распознанных «отрицательных» пар, N — число пар изображений, 
используемых для сравнения.

Оценка эффективности предложенного подхода и подхода на тестовом подмножестве тренировочного 
набора данных приведено в табл. 1, при этом для оценки эффективности предложенного критерия и метри-
ки, базирующейся на оценке евклидова расстояния, использовался порог, подобранный для обеспечения 
максимальной эффективности (точности) верификации на тренировочных данных.

Сравнение, приведенное в табл. 1, позволяет сделать вывод, что при обработке данных, максимально 
приближенных к тренировочным, предложенный критерий сравнения векторов признаков несколько уступа-
ет методу сравнения, основанному на техниках машинного обучения (в данном случае использовался метод 
опорных векторов), и превосходит подход, основанный на оценке евклидова расстояния между векторами. 
Также необходимо отметить, что отсутствие результатов для сиамской сети [15] вызвано тем, что несмотря 
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на произведенный перебор гиперпараметров обучения не удалось обеспечить сходимость сети на наборе 
данных StanfordCars, что является известной проблемой процесса обучения сетей с сиамской архитектурой 
на разнородных данных [1].

Таблица 1. Оценка эффективности предложенного критерия схожести признаков (StanfordCars)

Метод Точность (Accuracy), %

Предложенный метод извлечения 
признаков + евклидово расстояние 

65,5

Предложенный метод извлечения 
признаков + SVM [4]

71,2

Предложенный метод извлечения + предложенный критерий схожести признаков 69,8
Сиамская сеть (Triplet Loss [15]) —
Случайный выбор 50

Сравнительных анализ эффективности предложенного подхода на наборе данных CompCars [5] 
приведен в табл. 2.

Таблица 2. Оценка эффективности предложенного критерия схожести признаков (CompCars)

Метод Тренировочный 
датасет

Точность (Accuracy), %

Easy Medium Hard

Предложенный метод извлечения признаков + 
+ евклидово расстояние

StanfordCars [21] 62,1 60,3 57,6

Предложенный метод извлечения признаков + 
+ SVM [4]

StanfordCars [21] 67,1 63,7 61,5

Предложенный метод извлечения + предложенный 
критерий схожести признаков

StanfordCars [21] 72,4 70,1 66,8

GoogleNet + SVM [5] CompCars [5] 70 69 65,9
Mixed Diff + CCL [1] CompCars [5] 83,3 78,8 70,3
Случайный выбор — 50 50 50

Исходя из анализа табл. 2 можно сделать следующие выводы:
— предложенная метрика схожести векторов признаков позволяет сохранить относительную точность 

верификации при переходе на набор данных, значительно отличающихся от тренировочных, в то время как 
подход для сравнения признаков с помощью метода опорных векторов значительно теряет в точности в 
связи с влиянием эффекта перетренированности;

— предложенная система верификации модели транспортного средства демонстрирует на наборе 
данных, значительно отличающихся от тренировочных, точность, сравнимую с точностью аналогичных 
базовых алгоритмов (GoogleNet + SVM [5]), обученных на подмножестве данных близких к тестовым, однако 
значительно проигрывает современным подходам верификации (Mixed Diff + CCL [1]), обучение которых 
также производилось подмножестве данных близких по своим характеристикам к тестовым.

Помимо этого, необходимо отметить, что предлагаемый подход для верификации модели автомобиля 
оперирует более короткими по сравнению с GoogleNet + SVM [5] векторами признаков (256 у предложенного 
подхода, 4096 у GoogleNet + SVM [5]) и не требует длительного процесса тренировки модуля определения 
схожести. А также в отличие от Mixed Diff + CCL [1], относящегося к классу сиамских сетей, позволяет 
отдельно сохранить вектор признаков для последующего сравнения без вычислительно сложных операций 
извлечения признаков.

Заключение
Предложенный в данной статье подход для выделения и сравнения признаков объектов по их изо-

бражению используется в задаче верификации модели транспортного средства. Выделение происходит с 
помощью модификации известной искусственной нейронной сети, обученной на специально подготовлен-
ном (аугментированном) наборе данных. Предложенный критерий схожести векторов признаков базируется 
на техниках сравнения и обладает крайне низкой вычислительной сложностью. Предлагаемый метод ве-
рификации транспортного средства демонстрирует точность, сопоставимую с современным аналогичным 
методами в тех сценариях использования, когда обрабатываемые данные обладают характеристиками, сов-
падающими с тренировочными (используется похожая модель камеры и ракурсы съемки, схожий уровень 
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ПОДХОД ДЛЯ ПОВТОРНОЙ ИДЕНТИФИКАЦИИ МОДЕЛИ ТРАНСПОРТНОГО СРЕДСТВА...

освещения и шумов, модели верифицируемых автомобилей, как правило, содержались и в наборе данных, 
используемых для тренировки), и демонстрирует более высокую относительную точность при обработке 
данных, значительно отличающихся от тренировочных.
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