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Аннотация
Предмет исследования. Представлены результаты обучения нейронной сети NASNet с помощью нового метода 
отключения путей по расписанию на основе семплирования Монте-Карло и непрерывной релаксации для оценки 
эпистемической неопределенности в задаче классификации пыльцевых зерен на изображениях. Приведено 
описание разработанного метода и выполнено его сравнение с известными методами оценки эпистемической 
неопределенности. Актуальность работы состоит в том, что рассматриваемый пыльцевой набор данных 
крайне мал для задач компьютерного зрения, что порождает высокую эпистемическую неопределенность 
нейросетевых классификаторов и ведет к их переобучению. Разработанный метод позволяет получить оценку 
данного вида неопределенности без изменения архитектуры нейронной сети и обеспечить более точное 
решение задачи классификации пыльцы. Метод. Предложенный метод позволяет оценить эпистемическую 
неопределенность нейронных сетей с многопутевыми ячейками на основе отключения путей с расписанием 
с использованием непрерывной релаксации для повышения точности и калибровки моделей распознавания 
изображений. Метод позволяет превратить произвольную многопутевую нейронную сеть в байесовскую путем 
ее сэмплирования на этапе предсказания методом Монте-Карло с разными масками отключения путей для 
оценки неопределенности. Произведено тестирование метода для задачи классификации на основе архитектуры 
NASNet. Преимущества метода продемонстрированы на задаче классификации изображений пыльцы. 
Основные результаты. С помощью разработанного метода повышена точность классификации 13 видов 
пыльцы растений-аллергенов на изображениях в среднем на 0,73 % по сравнению с базовой сетью NASNet 
до значения 98,34 % по F1 мере. Также улучшена калибровка и уменьшена эпистемическая неопределенность 
модели в два раза по сравнению с ансамблем NASNet. Показано, что непрерывная релаксация параметра 
вероятности отключения путей в процессе обучения нейронной сети позволяет повысить точность решения 
задач и уменьшить эпистемическую неопределенность модели. Практическая значимость. Метод способствует 
значительному повышению точности классификации пыльцы на изображениях, что имеет решающее значение 
для автоматизации распознавания пыльцы в целом. Результаты работы дают возможность автоматизировать 
процесс аэропалинологического мониторинга и сократить время информирования больных поллинозами для 
предупреждения симптомов аллергии. Разработанный метод может быть применен для обучения нейронной 
сети для других задач компьютерного зрения на любых наборах изображений. 
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байесовское глубокое обучение, вариационный вывод, эпистемическая неопределенность, распознавание 
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Abstract 
The paper presents the results of a new method for training the NASNet neural network called Monte Carlo Concrete 
DropPath for epistemic uncertainty estimation to classify pollen images. The developed method is compared with existing 
methods for epistemic uncertainty estimation. The method turns an arbitrary multipath neural network into a Bayesian 
one by sampling from the predictive distribution. The Monte Carlo method samples different masks of DropPath to 
estimate uncertainty. Moreover, the probability of DropPath is optimized using continuous relaxation. The proposed 
method was tested for the classification task on the state-of-the-art NASNet architecture. The method demonstrated 
advantages on the task of classifying pollen images. The classification accuracy increased for 13 pollen species of 
allergen plants by 0.73 % on average compared to the baseline NASNet, reaching 98.34 % by F1 measure. Furthermore, 
the method increased calibration and reduced the epistemic uncertainty of the model by two times compared to the 
NASNets ensemble. It is shown that continuous relaxation of the DropPath probability parameter increases the accuracy 
of problem solving and reduces the epistemic uncertainty of the model. These results contribute to the automation of 
aeropalinological monitoring to reduce the time of informing patients who suffer from pollinosis and hence to prevent 
allergy symptoms. The developed method can be applied to train a neural network for other computer vision tasks on 
any image dataset.
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Введение

Поллиноз, или пыльцевая аллергия — заболева-
ние, которому подвержено более 20 % населения Евро
пы [1–3]. Для помощи больным в некоторых регионах 
производится сезонный пыльцевой мониторинг воз-
духа [4–11]. Однако существующая сеть станций мо-
ниторинга не способна обеспечить больных ежеднев-
ной информацией о наличии аллергенной пыльцы, что 
приводит к серьезным экономическим и социальным 
издержкам [12]. Более того, территориальные различия 
пыльцевого спектра затрудняют свободное передвиже-
ние больных между регионами [13]. Таким образом, 
требуется агрегация информации и глобальная оценка 
проблемы [11, 14].

Анализ пыльцы, который производится палиноло-
гами на станциях пыльцевого мониторинга, включает 
в себя определение видов растений по их пыльце с 
помощью микроскопа. Этот процесс крайне трудоем-
кий и занимает до четверти времени всего пыльцевого 
анализа, что не позволяет обеспечить больных полли-
нозом релевантной информацией [13, 15]. Решение этой 
проблемы может быть достигнуто путем автоматизации 
процесса распознавания, что позволит своевременно 
предупреждать больных о необходимости начала лече-
ния симптомов.

Распознавание пыльцы с использованием оптиче-
ского микроскопа можно решить с помощью распоз-
навания изображений. С данной задачей эффективно 
справляются глубокие нейронные сети.

Постановка задачи

Задача автоматизации распознавания изображений 
пыльцы была впервые поставлена в 1968 году [16]. 
С этого момента исследователи по всему миру решают 
данную задачу с помощью различных методов ком-
пьютерного зрения и машинного обучения. На ранних 
этапах исследования многие ученые выделяли интер-
претируемые признаки пыльцевых зерен, понятные 
палинологам, такие как форма, размеры, объем, пе-
риметр, текстурные признаки, апертуры [17–22]. И на 
основе признаков строят стандартные модели машин-
ного обучения: метод опорных векторов, линейный 
дискриминантный анализ, случайный лес, нейросети, 
k-ближайших соседей и др. 

Успех решения задачи распознавания в значи-
тельной степени связан с развитием программного и 
аппаратного обеспечений для глубокого обучения и 
компьютерного зрения [23], а также доступности GPU-
серверов и открытых передовых моделей. Впервые 
применимость методов глубокого обучения к задаче 
распознавания пыльцы была исследована в работе [24]. 
Последующие исследования по этой теме целиком ле-
жат в области глубокого обучения [25–33].

В работах [25–29] адаптированы существующие 
современные сверточные нейронные сети (СНС) 
для классификации пыльцы, такие как VGG-16 [30], 
AlexNet [23], DenseNet [31]. Авторами работ [24, 32, 33] 
построены свои собственные легковесные СНС с более 
низкой производительностью.
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В некоторых работах использованы очень глубокие 
архитектуры, которые чрезмерны для этой проблемы 
и требуют большого количества данных для обуче-
ния. В то же время проблемой является отсутствие 
больших открытых наборов данных для обучения. 
Существующие открытые наборы данных [21, 34, 35] 
невелики и представляют разные домены, поэтому их 
объединение не тривиально. 

В настоящей работе использован новый пыльцевой 
набор данных, который доступен онлайн и включает 
в себя более 5100 пыльцевых зерен 13 видов расте-
ний, — самый большой открытый набор изображений 
аллергенной пыльцы1. Однако этого объема данных 
недостаточно для эффективного обучения глубоких 
нейронных сетей, что чревато переобучением моделей. 
Переобучение приводит к завышенной уверенности 
моделей на новых данных и ошибкам определения 
аллергенов. В связи с этим задача работы — разработ-
ка методов классификации изображений пыльцы при 
условии малого количества данных.

Для решения данной задачи предложены следую-
щие подходы: использование генеративных нейрон-
ных сетей (ГНС) с целью генерации искусственных 
изображений для предобучения нейросетевого клас-
сификатора; метод оценки достоверности модели или 
неопределенности ее предсказаний.

Оценка неопределенности может освободить пали-
нологов от кропотливой работы по ручной перепровер-
ке предсказаний в тех случаях, когда модель уверена, и 
позволит сосредоточиться только на тех изображениях, 
где неопределенность высока. 

Исследователи выделяют несколько типов неопре-
деленности. Тип неопределенности, вызванный не-
большим объемом обучающих данных или их нере-
презентативностью, называется эпистемической или 
неопределенностью модели [36]. 

Оценка эпистемической неопределенности при-
менительно к задаче распознавания пыльцы не была 
изучена научным сообществом. Современные работы 
в области оценки эпистемической неопределенности 
глубоких нейронных сетей основаны на вариацион-
ном выводе, а именно на методе Монте-Карло (МС), 
известном как Monte Carlo Dropout (MC Dropout или 
MCDO) [37], который является частью байесовского 
глубокого обучения.

Изначально MC Dropout был предложен для регуля-
ризации полносвязных нейронных сетей, но он плохо 
применим к СНС. Для СНС разработаны методы, такие 
как DropBlock [38], DropLayer [39] и DropFilter [40], 
которые превосходят MC Dropout с точки зрения точ-
ности и силы регуляризации модели. Следуя тому же 
направлению, в [41] предложен метод DropPath, ко-
торый отбрасывает пути в сверточных многопутевых 
ячейках. Иногда данный метод называют DropLayer. 
Метод DropLayer был развит в работе [42] для обучения 
передовой модели NASNet. Авторы предложили отклю-
чать пути в ячейках с вероятностью, которая линейно 

1 [Электронный ресурс]. Режим доступа: https://www.
kaggle.com/nataliakhanzhina/pollen20ldet (дата обращения: 
22.11.2021).

увеличивается во время обучения и с глубиной сети. 
Эта техника, которую назвали ScheduledDropPath, пока-
зала свою эффективность по сравнению с MC Dropout и 
DropPath для задачи классификации ImageNet.

Методы DropBlock, DropLayer и DropFilter были 
адаптированы для оценки эпистемической неопреде-
ленности на основе MC сэмплирования [43], но MC 
ScheduledDropPath ранее не применялся, в том числе 
для задачи классификации изображений пыльцы.

Чтобы заполнить этот пробел, для оценки неопреде-
ленности и повышения точности и калибровки моделей 
классификации пыльцы в настоящей работе предложен 
новый метод отключения путей по расписанию на осно-
ве МС семплирования и непрерывной релаксации (MC 
Concrete DropPath).

Метод использует DropPath для вариационного вы-
вода на основе MC сэмплирования во время предска-
зания. Также новый метод развивает идею расписания 
DropPath, производя его нелинейно таким образом, 
что для каждой ячейки сети вероятность отключения 
пути вычисляется на основе непрерывной релаксации. 
Релаксация обеспечивается заменой распределения 
Бернулли вероятности отключения на распределение 
Concrete, которое использовано в работе [44] для ме-
тода MC Dropout.

NASNet ScheduledDropPath
ScheduledDropPath предложен авторами модели 

NASNet [42]. NASNet — очень глубокая нейронная 
сеть и одна из наиболее точных для задачи классифика-
ции изображений. Сеть содержит два типа ячеек: нор-
мальные и редукционные. Каждая ячейка представляет 
собой многопутевый модуль, структура которого най-
дена с помощью нейроархитектурного поиска (Neural 
Architecture Search, NAS). 

Авторы утверждают, что регуляризация NASNet с 
помощью стандартного MC Dropout снизила произво-
дительность модели. По этой причине они адаптирова-
ли метод регуляризации сети FractalNet под названием 
DropPath [41]. DropPath можно рассматривать как пе-
ренос идеи DropFilter [40] на уровень путей в многопу-
тевых нейронных сетях. Однако исходный DropPath не 
позволял регулиризировать NASNet должным образом. 
Тогда авторы модифицировали DropPath и добавили 
отключение путей с линейным расписанием, увеличи-
вающим вероятность отключения по мере обучения, 
а также с глубиной сети обучения, и назвали новую 
технику ScheduledDropPath (рис. 1).

На рис. 1 представлена нейросеть, состоящая из 
трех ячеек, подобных ячейкам NASNet. Каждая из яче-
ек содержит три сверточных слоя (1 × 1 conv, 3 × 3 conv, 
5 × 5 conv) и одного субдискретизирующего или пу-
лингового слоя (3 × 3 pool), представляющих пути. На 
каждом шаге обучения происходит отключение одного 
из слоев или путей в ячейке, помеченных красным. 
При этом вероятность отключения пути увеличивается 
с глубиной сети и с количеством шагов обучения, что 
условно обозначено как drop rate со стрелкой. 

Concrete Dropout
Непрерывная релаксация успешно применена для 

техники регуляризации Dropout [44]. Вероятность 
отключения нейронов p обычно равна 0,5 как гипер-
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параметр модели и не меняется во время обучения, 
поскольку ее полный перебор требует больших вычис-
лительных ресурсов. В [44] предложено принять p в 
качестве параметра для оптимизации. Чтобы сделать 
его дифференцируемым, дискретное распределение 
Бернулли вероятности p заменено на его непрерывную 
релаксацию c использованием распределения Concrete 
(Continuous+Discrete) [45].

Так как распределение Бернулли для случая Dropout 
одномерное, распределение Concrete сводится к логи-
стическому распределению:

z = sigmoid  (logp – log(1 – p) + logu – log(1 – u) ,	 (1)

где z — релаксация случайной величины; u — случай-
ная величина, u ~ U(0, 1); t — температура.

Сигмоида подталкивает случайную величину z к 
0 и 1.

Функция (1) дифференцируема по p, что позволя-
ет применять алгоритм обратного распространения 
ошибки.

Метод Monte Carlo Concrete DropPath
В настоящей работе предложен способ трансфор-

мации произвольной многопутевой нейронной сети в 
байесовскую для оценки эпистемической неопреде-

ленности. Это может быть достигнуто с помощью MC 
сэмплирования нейронной сети во время предсказания 
с разными масками ScheduledDropPath. Эксперименты 
показали, что метод MC ScheduledDropPath работа-
ет незначительно лучше, чем другие методы калиб
ровки.

Таким образом, этот метод был усовершенствован 
с помощью нового подхода к расписанию DropPath, 
основанного на распределении Concrete [45]. Техника 
регуляризации названа Concrete DropPath, а соответ-
ствующий метод оценки неопределенности — MC 
Concrete DropPath (рис. 2).

Принцип работы нового метода MC Concrete 
DropPath состоит в применении непрерывной релак-
сации техники ScheduledDropPath на этапе предска-
зания моделью, который противопоставляется этапу 
обучения, для оценки неопределенности путем сем-
плирования модели K раз с различными масками 
ScheduledDropPath (на рис. 2 приведен пример трех 
масок по направлению слева направо). В отличие от 
оригинального ScheduledDropPath, предложенный ме-
тод отключает пути в ячейках не с линейно растущей 
вероятностью, а с наиболее эффективной для каждой 
ячейки вероятностью, найденной с помощью релакса-
ции распределения Бернулли распределением Concrete. 
Семплирование позволяет получить усредненное пред-
сказание и оценку неопределенности.

Выполнено тестирование метода на NASNet, кото-
рое показало, что его можно применить к любой мно-
гопутевой нейронной сети, например: FractalNet [41], 
Inception-ResNet-v2 [46], ResNeXt [47] и др.

Целевая функция байесовской нейронной сети име-
ет вид

	 LMC(θ) = – ∑
i∈S

logp(yi|fω(xi)) + KL(qθ(ω)||p(ω)),

где logp(yi|fω(xi)) — функция правдоподобия модели; S 
— случайная выборка из M точек; KL(qθ(ω)||p(ω) — ди-
вергенция Кульбака–Лейблера (KL) между априорным 
распределением p(ω) и приближенным апостериор-
ным распределением qθ(ω), представленным Scheduled/
Concrete DropPath.

В то время как функция правдоподобия модели — 
обычная функция потерь нейронной сети (в рассматри-
ваемом случае категориальная перекрестная энтропия), 
KL дивергенция представляет собой сумму KL дивер-
генций распределения параметров каждой ячейки НС. 
Для ячейки с KL определяется как:

	 KL(qMc(W)||p(W)) ∝ ||Mc||2 – KH(pc),

где H(pc) — энтропия вероятности pc; Mc — ма-
трица средних весов ячейки; qMc(W) = Mc

KDK, DK ~  
~ Bern (1 – pc) — вектор вероятности отключения пу-
тей, K — количество путей в ячейке c; s2 — дисперсия 
априорного распределения.

Для метода MC ScheduledDropPath слагаемое 
KH(p) опускается, так как p зафиксирован. Но в случае 
Concrete DropPath p оптимизируется на основе замены 
распределения Бернулли распределением Concrete для 

Рис. 1. Иллюстрация техники ScheduledDropPath для 
нейросети, состоящей из трех многопутевых сверточных 

ячеек
Fig. 1. An illustration of the ScheduledDropPath technique for a 
neural network consisting of three multipath convolutional cells
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каждой ячейки c подобно рассмотренному выше слу-
чаю Concrete Dropout. Следовательно, слагаемое KH(p) 
участвует в подсчете KL дивергенции.

Наконец, чтобы оценить эпистемическую неопре-
деленность, необходимо сэмплировать аппроксимиру-
ющее распределение Concrete DropPath qθ(ω) N раз на 
этапе предсказания методом МС, сформировать вектор 
прогноза Y = {y1, …, yN}. Далее Y используется для 
расчета усредненного предсказания и оценки эписте-
мической неопределенности на основе меры взаимной 
информации (Mutual Information). Подробно предло-
женный метод описан в работе [48], который применен 
в настоящей работе для решения задачи классификации 
пыльцы.

StyleGAN
Модель NASNet — очень глубокая нейронная сеть, 

ее обучение на исходном наборе данных не давало 
должного обобщения модели, как и предварительное 
обучение на ImageNet. В связи с этим было решено 
произвести предобучение модели на искусственных 
изображениях пыльцы. 

В настоящий момент наиболее эффективным мето-
дом генерации изображений являются ГНС (Generative 
Adversarial Network, GAN). В качестве ГНС в работе 
использована архитектура StyleGAN [49] — одна из 
наиболее передовых генеративных состязательных се-
тей для генерации изображений. Новизна и преимуще-
ство этой модели заключается в ее генераторе, который 
унаследовал генератор Progressive GAN [50], дополнив 
его адаптивной нормализацией экземпляров [51], отве-
чающую за передачу стиля.

Набор данных

Для экспериментов использован набор изображений 
пыльцы «POLLEN13L-det», полученных с помощью 
оптического микроскопа, созданный и размеченный 
автором данной работы. Набор данных1 включает в 

1 [Электронный ресурс]. Режим доступа: https://www.
kaggle.com/nataliakhanzhina/pollen20ldet (дата обращения: 
22.11.2021).

себя 13 основных видов растений-аллергенов, харак-
терных для России и насчитывает 5120 пыльцевых 
зерен. Гистограмма распределения по классам (видам 
растений) приведена на рис. 3.

Видно, что, некоторые классы представлены крайне 
малым числом изображений. Данное обстоятельство 
мотивирует необходимость применения ГНС для ис-
кусственного увеличения выборки, а также оценки 
эпистемической неопределенности моделей. Примеры 
изображений каждого вида растений приведены на 
рис. 4, a.

Эксперименты

Набор данных был разделен на тренировочную и 
тестовую выборки в соотношении 85/15 соответствен-
но. Эксперименты проведены с помощью 5-кратной 
перекрестной валидации. В результате разделение на 
тренировочную, валидационную и тестовую выборки 
составило 68/17/15. Использованы стандартные методы 
увеличения выборки (аугментации), такие как горизон-
тальные перевороты, сдвиги, вращения.

Каждая из сетей NASNet была предобучена на изо-
бражениях, полученных с помощью StyleGAN. В ито-
ге сгенерировано 5000 изображений каждого класса, 
всего 65 000. Далее были выполнены следующие шаги 
обучения на основе оптимизатора Adam со скоростью 
обучения, равной 10–2: модель была предварительно 
обучена на искусственных изображениях с косинус-
ной функцией изменения скорости в течение 350 эпох; 
выполнено обучение переносом на реальные данные 
в течение 300 эпох с ранней остановкой; произведена 
тонкая настройка с косинусной функцией изменения 
скорости в течение 350 эпох.

Выполнено тестирование основанных на NASNet 
методов оценки неопределенности: NASNet MC 
Dropout (NASNet MCDO), NASNet MC DropFilter 
(NASNet MCDF), NASNet MC ScheduledDropPath 
(NASNet MCSDP, с предложенным методом), NASNet 
MC Concrete DropPath (NASNet MCCDP, с предложен-
ным методом), глубокий ансамбль из пяти NASNet, 
обученных с помощью обычного ScheduledDropPath. 

Рис. 3. Гистограмма распределения изображений по видам растений набора данных «POLLEN13L-det»
Fig. 3. Histogram of images per taxa of the “POLLEN13L-det” dataset

https://www.kaggle.com/nataliakhanzhina/pollen20ldet
https://www.kaggle.com/nataliakhanzhina/pollen20ldet
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Наиболее важное сравнение — с глубоким ансамблем, 
так как это наиболее передовой метод калибровки мо-
делей.

Для моделей MC Dropout, MC DropFilter, MC 
ScheduledDropPath использована вероятность отключе-
ния p = 0,3, которая обеспечила наилучшие результаты 
согласно экспериментам.

Для калибровки модели использованы четыре пока-
зателя: Negative Log Likelihood (NLL) [52], Brier Score 
(BS) [53], Expected Calibration Error (ECE), Maximum 
Calibration Error (MCE) [43, 54, 55]. Для оценки нео-
пределенности была использована Mutual Information 
(MI) [36].

Результаты

Рассмотрим сравнение реальных изображений 
пыльцы с синтетическими, полученными с помощью 
архитектуры StyleGAN (рис. 4). Видно, что StyleGAN 
способна генерировать правдоподобные изображения 
пыльцы различных видов, сохраняя их специфическую 
текстуру, форму и цвет. Исключение составляют виды, 
представленные в наборе данных в крайне малом коли-
честве (например, Corylus).

Модели, представленные в таблице, предварительно 
обучены на изображениях StyleGAN, а затем дообучены 
на реальных изображениях. Таблица демонстрирует 
результаты тестирования моделей на тестовой выборке. 
Результаты всех модели, кроме глубокого ансамбля, 
представлены с усреднением по кросс-валидации. 
Результаты МС моделей получены по 20 семплировани-
ям, глубокого ансамбля — усреднением предсказаний 
по пяти моделям NASNet.

Показано, что модель NASNet MCCDP, обученная 
с предложенным методом, превосходит все остальные 
модели по точности и позволяет достичь 98,34 % по 
показателю F1 меры. Применение непрерывной релак-
сации значительно повысило точность и калибровку 
модели. Кроме того, предложенный метод значитель-
но лучше других моделей по метрикам калибровки: 
он обладает самым низким показателем Brier Score, 
Expected Calibration Error, при этом показатель Expected 
Calibration Error почти в два раза ниже, чем у глубокого 
ансамбля. Заметим, что метод обеспечил лучший пока-
затель Mutual Information, т. е. оценки эпистемической 
неопределенности модели, более чем в два раза ниже, 
чем у глубокого ансамбля. 

Выводы

В связи с тем, что используемый набор данных ра-
нее был закрытым, а существующие открытые набо-
ры данных относятся к другим доменам, произвести 
прямое сравнение результатов с другими работами 
невозможно. 

Однако полученный результат превосходит все су-
ществующие результаты по задаче классификации, 
уступая лишь работам [23, 25], в которых использова-
лись меньшие по величине наборы данных, а значит, 
получить на них высокую точность гораздо проще.

Отметим, что обучение и тестирование сети с MC 
DropFilter дало неожиданное падение в точности и 
калибровочных метриках модели по сравнению с MC 
Dropout. Также метод MC Scheduled DropPath показал 
довольно низкий результат. Таким образом, полученные 
результаты несколько расходятся с результатами тех же 

Рис. 4. Примеры изображений пыльцы: исходных (а) и созданных с помощью StyleGAN (b)
Fig. 4. Examples of real pollen images (a); images generated by StyleGAN (b)

Таблица. Сравнение точности и калибровки моделей NASNet, обученных с предложенным методом и другими  
существующими методами на тестовом множестве целевого набора данных пыльцевых зерен с оптического микроскопа
Table. Comparison of accuracy and calibration metrics for NASNet models trained with the proposed method and other existing 

methods on a test set of the target dataset of pollen images from lightning microscope

Модель F1 мера, % NLL × 102 MI × 102 BS × 102 ECE × 102 MCE

NASNet 97,608 ± 0,485 9,607 ± 0,996 6,427 ± 1,760 4,366 ± 0,402 4,282 ± 1,550 2,271 ± 0,519
NASNet MCDO 97,905 ± 0,362 6,710 ± 1,304 7,266 ± 0,607 3,739 ± 0,558 5,438 ± 0,562 1,910 ± 0,394
NASNet MCDF 88,613 ± 0,553 26,214 ± 0,627 36,134 ± 0,380 17,020 ± 0,324 27,611 ± 0,363 2,659 ± 0,312
Глубокий ансамбль 97,59 8,07 7,24 4,58 4,88 2,079
NASNet MCSDP 73,310 ± 2,655 110,317 ± 2,955 165,719 ± 1,304 80,837 ± 0,514 139,628 ± 2,493 1,923 ± 0,092
NASNet MCCDP 98,338 ± 0,504 7,420 ± 0,964 3,528 ± 0,636 3,059 ± 0,728 2,596 ± 0,257 1,952 ± 0,417



Научно-технический вестник информационных технологий, механики и оптики, 2021, том 21, № 6 
958� Scientific and Technical Journal of Information Technologies, Mechanics and Optics, 2021, vol. 21, no 6

Метод отключения путей по расписанию на основе семплирования Монте-Карло и непрерывной релаксации...

методов на задаче распознавания опухолей мозга [48], 
что может быть вызвано спецификой предобучения на 
искусственных изображениях и задачи в целом.

В будущем планируется изучить предлагаемые ме-
тоды на других многопутевых НС, таких как Inception-
ResNet-v2 [46] и ResNeXt [47]. Concrete DropPath может 
быть эффективен не только для оценки неопределенно-
сти, но и в качестве техники регуляризации НС.

Заключение

В работе предложен и применен новый метод 
оценки эпистемической неопределенности для задачи 

классификации изображений пыльцы, а именно, метод 
отключения путей по расписанию на основе семплиро-
вания Монте-Карло и непрерывной релаксации. 

Метод исследован на задаче классификации (опреде-
лении видов растений) пыльцевых зерен на изображе-
ниях, полученных с помощью оптического микроскопа 
на основе модели NASNet. В результате исследования 
достигнута точность классификации 98,34 % по F1 
мере для 13 видов растений и самые низкие значения 
по основным калибровочным метрикам, а также самая 
низкая оценка эпистемической неопределенности. 
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