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Аннотация
Введение. Повышение значений показателей качества классификации обуславливает необходимость 
совершенствования как моделей обработки данных, так и сопутствующих процессов формирования выборок 
данных и обучения. Реализация методов обработки информационных последовательностей зависит от 
представления данных и требует правильного выбора модели и настройки ее гиперпараметров. Существенное 
влияние на итоговый результат оказывает способ преобразования исходных временных рядов в объекты 
наблюдения, поскольку именно он определяет свойства обучающей выборки и условия последующего 
применения алгоритмов классификации. В этой связи задача формирования объектов наблюдения может 
рассматриваться как самостоятельный этап подготовки данных, влияющий на качество оценки состояния 
системы. Метод. Рассматривается задача автоматического формирования объектов наблюдения в задаче 
оценки состояния системы по временным рядам и информационным последовательностям. В отличие от 
классических подходов, где модель настраивается на данные, предлагаемый метод основан на выборе параметров 
данных, когда из временных рядов и информационных последовательностей формируются выборки объектов 
наблюдения, таким образом, чтобы модель достигала на них лучших значений заранее выбранного показателя 
качества. Основные результаты. Проведен эксперимент на модельных данных и на выборках наборов данных. 
Выборки объектов наблюдения, обладающих различными свойствами, формировались в результате изменения 
ширины окна и сдвига. Модель обучалась на созданных выборках и определялись характеристики объектов и 
выборки, где достигались лучшие результаты. Получены значения качественных показателей. Выполненный 
анализ показателей точности (Precision) для различных алгоритмов показал, что формирование объектов 
из последовательностей с определенными свойствами длины и сдвига позволяет повысить ее значения по 
сравнению со средними значениями по выборке на 3–8 %. Обсуждение. Предложенное решение может быть 
интегрировано в разработку новых методов обработки данных и использоваться как самостоятельный этап 
настройки моделей. Формирование выборок данных из объектов с разными свойствами позволяет использовать 
предложенное решение в процессах обучения моделей.
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Abstract
Improving classification quality metrics requires advances not only in data processing models but also in the related 
processes of dataset formation and training. The implementation of information sequence processing methods depends 
on data representation and requires an appropriate choice of model and tuning of its hyperparameters. The final result 
is significantly influenced by the way the original time series are transformed into observation objects, since this 
transformation determines the properties of the training dataset and the conditions for the subsequent application of 
classification algorithms. Therefore, the problem of observation object formation can be considered as an independent 
stage of data preparation affecting the quality of system state assessment. This paper considers the automatic formation 
of observation objects for system state assessment based on time series and information sequences. Unlike classical 
approaches, where the model is adapted to the data, the proposed method is based on solving the inverse problem, in 
which datasets of observation objects are formed from time series and information sequences so that a predefined model 
achieves the best value of a selected quality metric. Experiments were carried out using both model data and benchmark 
datasets. By varying the window width and shift, datasets of observation objects with different properties were generated 
from the time series. The models were trained on these datasets, and the characteristics of the observation objects and 
datasets yielding the best results were identified. Quality metrics were obtained and analysed. The results show that 
forming observation objects from sequences with specific window length and shift properties allows improving precision 
by 3–8 % compared with the average values obtained over the corresponding datasets. The proposed solution can be 
integrated into the development of new data processing methods and used to enhance existing models. The formation 
of datasets from observation objects with different properties extends the possibilities of model training and provides 
an additional mechanism for improving classification quality.
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Введение

Совершенствование процессов хранения и обработ-
ки разнородной информации, фиксирующей поведение 
различных информационных и физических процессов, 
протекающих в технологических системах, обеспечи-
вает возможность масштабного сбора измерительной 
информации в динамике. В результате накопления та-
ких данных формируются выборки, представляющие 
из себя структурированные информационные после-
довательности и временные ряды. Анализ временных 
рядов приобретает все более значимую роль в исследо-
вании разнообразных процессов. Однако на получение 
данных могут влиять различные факторы, связанные с 
внутренней сложностью изучаемых процессов, несо-
вершенством измерительных систем, потенциальным 
воздействием вредоносного программного обеспече-
ния. Совокупность указанных факторов нередко при-
водит к возникновению аномалий. Надежная оценка 
состояний критически важна для ряда областей, где 
цена ошибки особенно высока, например, в здравоох-
ранении, финансах и при обнаружении промышленных 
неисправностей [1, 2]. В таких задачах основная цель 

заключается в выявлении образцов, которые отклоня-
ются от «нормальной» структуры данных, сформи-
рованной на этапе обучения модели [3]. Однако име-
ется ряд проблемных вопросов, которые приходится 
учитывать при реализации. В большинстве случаев 
предлагаемые решения основываются на моделях, об-
ладающих большой вычислительной сложностью и 
ресурсоемкостью, и могут использовать подключение к 
внешним источникам, что затрудняет их применение на 
относительно маломощных автономных вычислитель-
ных устройствах [4]. Идентификация события измене-
ния состояния в информационной последовательности 
не всегда является однозначной и может по-разному 
трактоваться даже экспертами. Накопленные большие 
объемы последовательностей на сегодняшний день 
делают малоэффективной ручную разметку и требуют 
автоматизации этого процесса. 

В связи с этим возникает необходимость разработ-
ки эффективных моделей и методов оценки состоя-
ния системы по временным рядам, осуществляющих 
определение текущего состояния на основе анализа 
последовательности измерений ее параметров, упоря-
доченных во времени.
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Обзор методов оценки состояния  
по временным рядам

	Решение обозначенной задачи позволяет предотвра-
щать аварии, оптимизировать обслуживание оборудова-
ния, обеспечивать безопасность в критически важных 
системах, осуществлять поддержку принятия решений. 
Оно выполняется различными методами, основанными 
на статистических подходах, использующих машинное 
обучение, экспертные оценки. В современных иссле-
дованиях, посвященных оценке состояния систем по 
временным рядам, предложено значительное количе-
ство моделей, базирующихся на методах глубокого 
обучения. Наибольшее распространение получили ней-
росетевые архитектуры, ориентированные на анализ 
скрытых зависимостей и извлечение многомасштабных 
признаков [5]. Однако подобные методы обладают ря-
дом ограничений, что обусловливает необходимость их 
дальнейшего развития.

Одной из основных групп моделей в задачах оценки 
состояния являются автокодировщики [6]. Их совре-
менное использование предполагает наличие глубоких 
архитектур для анализа, в которых состояния опре-
деляются на основе величины ошибки восстановле-
ния входных данных. Дальнейшее развитие данного 
подхода привело к появлению вариационных, глубо-
ких сверточных сетей с механизмами внимания [7]. 
Вместе с тем они подвержены переобучению, имеют 
чувствительность к гиперпараметрам, что негативно 
сказывается на их способности к обобщению, обладают 
вычислительной сложностью.

С целью повышения устойчивости и качества оценки 
состояния были предложены интегрированные архитек-
туры, объединяющие автокодировщики с другими ней-
росетевыми подходами. В частности, в [8] разработаны 
состязательные сети с использованием модулей памяти, 
которые усиливают различия между нормальными и 
аномальными образцами за счет увеличения расхож-
дений в ошибках реконструкции. Кроме того, были 
предложены архитектуры на основе трансформеров, 
извлекающие многомасштабные признаки путем изме-
нения пространственного разрешения. Основным недо-
статком таких методов остается ориентация на ошибки 
прогнозирования, что может приводить к пропуску 
ряда событий, а также требования к вычислительным 
средствам [9]. Применение графовых нейронных сетей 
с механизмами внимания направлено на моделирование 
взаимосвязи между признаками, что позволяет улуч-
шить качество оценки состояния. Однако подобные 
подходы, как правило, обладают сложностью отладки, 
требуют значительных затрат на вычисление коэффици-
ентов внимания, сосредоточены на анализе временных 
характеристик и не учитывают информацию из частот-
ной области [10]. Для преодоления этого недостатка 
разработаны методы, основанные на частотном анализе. 
Вместе с тем ограниченная способность этих подходов 
к моделированию взаимодействий между временными и 
частотными характеристиками может приводить к воз-
никновению ложных отрицательных результатов [11].

Отдельного внимания заслуживают подходы, объ-
единяющие генеративно-состязательные сети и транс-

формеры. Тем не менее такие модели, как правило, не 
учитывают корреляции между признаками [12]. Модели 
на базе архитектуры Transformer демонстрируют высо-
кую эффективность в задачах оценки состояния. Они 
показали превосходство над многими существующи-
ми методами и часто используются в качестве базо-
вых решений для сравнительного анализа [13]. Однако 
сравнение современных подходов выявляет ряд общих 
недостатков. К ним относятся ограниченные возмож-
ности по учету глобального контекста и долгосрочных 
зависимостей, высокая вычислительная сложность, 
требующая значительных ресурсов и времени обуче-
ния, а также чувствительность к шуму, приводящая к 
ложным срабатываниям при работе с зашумленными 
данными [14].

В отличие от рассмотренных подходов, в настоя-
щей работе внимание сосредоточено не на усложнении 
архитектуры модели, а на автоматическом формиро-
вании объектов наблюдения и выборок данных, об-
ладающих разными свойствами, из временных рядов		. 
Особенностью подхода является выбор гиперпараме-
тров оконного преобразования и анализ достижения 
лучших значений показателя качества на сформиро-
ванных данных. В рассматриваемом методе основной 
акцент делается не на настройке модели на выборке 
данных, а на формировании и выборе с помощью пере-
бора параметров оконного преобразования (длина окна, 
сдвиг) объектов наблюдения выборки. В результате 
становиться возможным определять свойства объектов 
наблюдения, на которых достигаются лучшие значения 
выбранного показателя качества модели обработки с 
предопределенными гиперпараметрами. 

Предлагаемый метод предназначен для офлайн-пре-
добработки временных рядов перед обучением модели, 
его применение в потоковом режиме в настоящей ра-
боте не рассматривается и требует отдельного иссле-
дования.

Постановка задачи

В ряде областей цена ошибки определения состо-
яния системы может оказаться недопустимо высокой. 
В связи с этим возникает необходимость решения за-
дачи классификации состояния, отнесения текущего 
состояния к одному из заранее определенных классов 
на основе ее наблюдаемых параметров и характеристик. 
Для этого необходима разработка методов адаптивно-
го обучения, направленных на обнаружение, иденти-
фикацию состояния системы, позволяющих решать 
подобные задачи при ограниченных вычислительных 
ресурсах.

Реализация этих методов сильно зависит от пред-
ставления данных. Для их успешного применения не-
обходим правильный выбор модели и настройка ее 
гиперпараметров. В рассматриваемой задаче класси-
фикации состояния по временному ряду в дополне-
нии к гиперпараметрам модели возможно изменение 
параметров настройки данных. Изменяя ширину окна 
из временного ряда, можно формировать различные вы-
борки, содержащие объекты разного размера. Модель 
обучается на них и, в зависимости от достигаемого 



И.С. Лебедев, А.А. Макеенко

Научно-технический вестник информационных технологий, механики и оптики, 2026, том 26, № 5 
Scientific and Technical Journal of Information Technologies, Mechanics and Optics, 2026, vol. 26, no 5� 1029

показателя качества, происходит выбор модели и вы-
борки, где достигнуты лучшие результаты. 

В предлагаемом подходе автоматическая разметка 
строится на принципе разбиения последовательностей 
на отдельные патчи. Формальная постановка задачи 
представлена следующим образом.

X — обучающая выборка временных рядов, где по-
следовательности получены в разных известных состо-
яниях {c1, …, ck} ∈ С. Временной ряд содержит значе-
ния Xcj = (x1

cj, …, xt
cj, …, xT

cj), xt
cj ∈ R, t = 1, …, T, где 

T — длина ряда. φ(l, s) — способ формирования патчей, 
использующий длину l и сдвиг s. Временной ряд Xcj раз-
бивается на патчи xiφ(l,s), где каждому патчу ставится в 
соответствие метка класса xiφ(l,s),cj = (xi

cj, xi+1
cj , …, xi+l–1

cj ),  
i = 1 + s, …, T – l + 1 + s, где 1 ≤ l ≤ T и 1 ≤ s ≤ l. В ре-
зультате для ряда Xcj получается множество патчей 
Xφ(l,s),cj = {xiφ(l,s),cj i|i = 1, …, T – l + 1}, содержащих 
метку класса сj. Разбивая на патчи последовательности 
{Xc1, …, Xck} ∈ X, получаем размеченную обучающую 
выборку {Xφ(l,s),c1, …, Xφ(l,s),ck} ∈ Xφ(l,s), где каждый патч 
представляется вектором признаков xiφ(l,s),cj ∈ Rd.

Обучающая выборка подается на вход заранее опре-
деленных моделей {a1, …, aN} ∈ A, где ai(xiφ(l,s)) — мо-
дель обработки поступающих патчей временного ряда. 
Рассматривая в дальнейшем решение задачи «обучения 
с учителем», становится возможным определить мо-
дели и параметры, при которых функционал качества 
достигает максимума.

	 Q(ak(xjφ(l,s)), Xφ(l,s)) → max
ak∈A,l,s

. 	 (1)

Определим θ = φ(l, s), ak ∈ A, где l, s — параме-
тры преобразования. Тогда выражая (1) через обоб-
щенный параметр θ определим исследуемый функ-
ционал качества Q(θ) → maxθ∈Φ, где множество 
Φ ={φ(l, s)|ak ∈ A, l, s} задает область поиска оптималь-
ного решения. Параметры {θ1, θ2, …, θn} ∈ Θ прини-
мают только дискретные значения и ограничиваются 
вычислительными ресурсами. В этом случае допусти-
мое множество — конечное счетное множество изоли-
рованных точек. Если множество допустимых наборов 
параметров конечно, то гарантировано существование 
решения, где максимум функционала достигается в 
одной из этих точек и определяется перебором всех 
вариантов.

Единственность решения может не выполняться, 
при этом множество оптимальных решений Θopt = 
= {θ ∈ Θ|Q(θ) = max

θʹ
Q(θʹ)}, содержит более одного эле-

мента. Перебор с последующим анализом допускает 
достижение схожих значений качества на нескольких 
точках длины и сдвига. Это зависит от включения в 
состав объекта наблюдения «значащих» паттернов и 
шумовых компонент, которые оказывают влияние на 
достигаемые показатели качества. Нахождение един-
ственного решения может быть основано на правилах 
приоритета, например минимального размера окна.

Предлагаемый метод ориентирован на автоматиче-
скую генерацию обучающих выборок. Патч длины l 
рассматривается как объект наблюдения. Состояние, 
в котором получена информационная последователь-

ность, определяет метку класса для всех объектов, 
сформированных из нее. Каждая модель обучается 
по выборке объектов наблюдения, полученных из 
подпоследовательностей в разных режимах работы. 
Определяются значения функционала качества. Затем 
изменяются параметры длины патча, сдвига и проис-
ходит очередное формирование объектов наблюдения 
и выборки данных, повторяются процессы обучения 
и вычисления значений функционала качества. Таким 
образом, формируя объекты наблюдения и определяя 
функционал качества возможно определить свойства 
патчей (длины и сдвига), где модель достигает лучших 
значений показателя качества.

Формирование объектов наблюдения является ра-
ботой с входными данными, направленной на создание 
и определение обучающих примеров со свойствами, 
позволяющими модели лучше улавливать закономер-
ности. Особенность предлагаемого метода — перебор 
параметров данных при формировании объектов, что 
может использоваться как один из этапов для настройки 
модели.

Предложенный метод может быть классифициро-
ван как частный случай метода Grid Search (поиск по 
сетке) для данных, если изначально ограничиваться 
только параметрами, которые можно извлечь из вре-
менных рядов и информационных последовательно-
стей. Формирования объектов наблюдения локализует 
пространство гиперпараметров данными, что позволяет 
уменьшить вычислительную сложность Grid Search при 
исследовании каждой возможной комбинации. Кроме 
метода Grid Search, возможно применение метода оп-
тимизации Random Search (случайного поиска) для 
определения параметров настройки данных. Random 
Search более предпочтителен в сценариях с большим 
пространством гиперпараметров, где нецелесообразно 
проверять каждую возможную комбинацию. Отметим, 
что в рассматриваемом случае при использовании мето-
да Random Search необходимо определять дополнитель-
ные стратегии выбора, чтобы не пропустить значимые 
значения.

При полном переборе для N моделей и макси-
мальной длины окна Lmax, когда для каждой длины l 
рассматривается ns(l) вариантов сдвига s, число про-
цедур формирования выборки, обучения и оценки ка-

чества составляет N ∑
lmax

l=1
lns(l). В рассматриваемом случае 

ns(l) = l, поэтому число процедур составляет N ∑
lmax

l=1
l =  

= O(NLmax2 ). Для сокращения перебора может исполь-
зоваться метод Random Search: ранняя остановка при 
отсутствии улучшения качества на валидационной вы-
борке и сужение диапазона длин окна на основе апри-
орных данных. Один из возможных способов опреде-
ления остановки описан в [15], где проводится анализ 
свойств выборки.

Эксперимент

В рамках эксперимента исследовалась возможность 
автоматического формирования выборок данных из 
информационных последовательностей для оценки со-
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стояния. Рассматриваемые значения, иллюстрирующие 
обработку данных предлагаемым методом выбраны из 
набора данных [16]. Основная цель выборки заключа-
лась в анализе влияния способов формирования и по-
лучаемых для них объектов наблюдения на качествен-
ные показатели моделей. Самоорганизующаяся модель 
получала на вход временные ряды, сформированные 
для различных состояний. Пример таких рядов пред-
ставлен на рис. 1. Из них изменением длины и сдвига 
формировались выборки объектов наблюдения, которые 
подавались на вход моделям обучения.

В ходе эксперимента при оценке качества моделей 
учитывались ресурсные ограничения. В результате 
были выбраны алгоритмы с высокой скоростью обу-
чения и небольшими требованиями к вычислитель-
ным ресурсам. Проводилось обучение и оценка каче-
ственных показателей алгоритмов наивного Байеса 
(Naive Bayes, NB), логистической регрессии (Logistic 
Regression, LR) и метода опорных векторов (Support 
Vector Machine, SVM), градиентного бустинга (Extreme 
Gradient Boosting, XGBoost), рекуррентной нейронной 
сети (Recurrent Neural Network, RNN) и нейронной 
сети с долговременной краткосрочной памятью (Long 
Short-Term Memory, LSTM). Гиперпараметры всех мо-
делей использовались по умолчанию в среде MATLAB. 
Патчи информационных последовательностей форми-
ровались посредством разбиения исходных данных на 
неперекрывающиеся окна. При изменении длины l и 
сдвига s происходило деление последовательности на 
дискретные блоки, в результате чего создавались вы-

борки объектов различной размерности. Для каждой 
заданной длины l выполнялся последовательный сдвиг 
на один отсчет, в результате чего формировалось ns(l) 
обучающих выборок, где ns(l) — количество рассматри-
ваемых вариантов сдвига для патча длины.

Свойства объектов внутри этих выборок могут раз-
личаться, вследствие чего обучение одного и того же 
алгоритма на выборках одинаковой размерности, но 
полученных при разных сдвигах, дает неодинаковые 
значения показателя качества. На рис. 2 приведены 
кривые Receiver Operating Characteristic (ROC) и зна-
чения Area Under the Curve (AUC) для двух выборок, 
полученных сдвигом.

Полученные значения на рис. 2 показывают вли-
яние сдвига на формирование выборки данных. 
Варьирование сдвига может как увеличивать количе-
ство шумовых примеров на границах классов, так и 
уменьшать его.

Оценка эффективности предлагаемого мето-
да проводилась на задаче бинарной классификации. 
Сформированные выборки разделялись на обучающую 
и тестовую части в соотношения 90:10. Обучающая 
часть выборки подвергалась кросс-валидации (K Fold 
Cross Validation с K = 10), тестовая часть использова-
лась только для проверки. Длина объектов наблюдения, 
представленных подпоследовательностями, варьиро-
валась в диапазоне от 2 до 17 отсчетов, а количество 
сдвигов для каждой длины соответствовало самой этой 
длине. На рис. 3 показаны значения Precision для клас-
сифицирующих алгоритмов.
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Рис. 1. Последовательности состояний 1 (a) и 2 (b).
x(t) — значение временного ряда при дискретном отсчете t

Fig. 1. Sequences for states 1 (a) and 2 (b)
x(t) is the time series value at discrete sample t



И.С. Лебедев, А.А. Макеенко

Научно-технический вестник информационных технологий, механики и оптики, 2026, том 26, № 5 
Scientific and Technical Journal of Information Technologies, Mechanics and Optics, 2026, vol. 26, no 5� 1031

На рис. 3 видно, что длина последовательности ока-
зывает влияние на обобщающую способность моделей 
обработки данных. При малой длине патча модель не 
видит информативных признаков, при большой длине 
происходит включение нерелевантной информации 
(шума), рост размерности признакового пространства, 
увеличение вычислительных затрат.

Для оценки устойчивости к шуму было применено 
зашумление данных. Для каждой выборки поочередно 
зашумлялись определенные столбцы вектора данных.  
Результаты достигаемых значений Precision по длинам с 
зашумлением отдельных элементов и без представлены 
на рис. 4.

Анализ значений метрики Precision на рис. 4 при 
разных длинах окна и в условиях добавления шума 
демонстрирует, что наиболее выраженное влияние на-
блюдается при длине окна 4, что свидетельствует о том, 
что в соответствующих позициях содержатся информа-
тивные признаки. При этом воздействие шума при дли-
не 4 оказывается более существенным по сравнению с 
длинами 8, 12 и 16. Такая динамика обусловлена вовле-
чением в анализ дополнительных элементов при увели-
чении длины. Степень ухудшения показателей зависит 
от того, какой компонент зашумляется. При поражении 
«значащего» элемента паттерна снижение значений бо-
лее выражены, при воздействии на менее информатив-
ные компоненты эффект оказывается менее заметным.

Сходимость выборочного максимума определялось 
изменением размера обучающей части выборки дан-
ных. Графики рис. 5 экспериментов для различных 
длин и сдвигов показывает повторение общих трендов.

На рис. 5 видно, что изменение размера обучающей 
выборки данных в большей степени влияют на более 
слабые классификаторы. Объем рассматриваемых дан-
ных выборки и свойства позволяют сильным моделям 
быстро схватывать закономерности. Однако при изме-
нении длины последовательности для нейросетевых 
моделей приходится изменять параметры размерности 
входного слоя, что влечет дополнительные расходы.

Использование сдвига дает возможность для ана-
лиза детального покрытия всей последовательности, 
что позволяет модели анализировать данные с высо-
кой плотностью охвата. Модель может обнаруживать 
короткие по длительности события, которые могли бы 
остаться незамеченными при большем размере сдвига, 
лучше распознавать быстрые изменения в информаци-
онных последовательностях.

Для оценки статистической надежности получен-
ных результатов использовался доверительный ин-
тервал Уилсона. Такой подход позволяет избежать си-
стематического занижения ширины доверительного 
интервала и обеспечивает более достоверную оценку 
неопределенности экспериментальных результатов.

Доверительный интервал (CI) для показателя 
Precision рассчитывался по формуле:

	 CI = 
p + z2/2n ± z

1 + z2/n
p(1 – p)/n + z2/4n2

,	 (2)   

где p — значение показателя Precision; z = 1,96 — кри-
тическое значение стандартного нормального рас-
пределения для доверительной вероятности 95 %; 
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Рис. 3. Значения Precision классификаторов в зависимости от параметров оконного преобразования: NB (a); LR (b); SVM (c); 
LSTM (d); RNN (e); XGBoost (f); лучшие значения (g)

Fig. 3. Precision values of classifiers depending on the window transformation parameters: NB (a); LR (b); SVM (c); LSTM (d); 
RNN (e); XGBoost (f); the best values (g)
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n = TP + FP — число объектов, предсказанных класси-
фикатором как принадлежащих положительному клас-
су; TP (True Positive) — число истинно положительных 
результатов; FP (False Positive) — число ложноположи-
тельных результатов.

На рис. 7 представлены изменения доверительных 
интервалов (2) выбранных классификаторов.

Доверительный интервал позволяет судить о досто-
верности результатов. Для части сдвигов при одина-
ковой длине патча доверительные интервалы не пере-
крываются, что позволяет говорить о влиянии длины и 
сдвига при формировании патча на достигаемые значе-
ния показателя качества.

Как показывают результаты эксперимента на рас-
смотренных данных, целенаправленное формирование 
обучающих выборок способствует росту показателей 
качества. Изменение размера патча и манипуляции дан-

ными путем сдвига дают возможность сформировать 
обучающие выборки, объекты наблюдения которых 
содержат информативные признаки.

Проверка на выборках данных

В качестве объектов анализа были выбраны вре-
менные ряды, описывающие разнообразные процессы. 
В зависимости от задачи классификации состояний 
требуется выделить из подпоследовательностей те объ-
екты, которые обладают наиболее информативными 
характеристиками для достижения требуемых показа-
телей качества.

Для экспериментальной проверки были отобраны 
три набора данных временных рядов: PowerCons, Sony 
и DodgerLoopGame. Перед анализом наборы данных 
прошли предварительную обработку: нормировку, уда-
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Рис. 4. Сравнение значений Precision для различных длин окна и после добавления шума на каждый элемент: NB (a); 
SVM (b); LR (c); LSTM (d); RNN (e); XGBoost (f)

Fig. 4. Comparison of Precision values for different window lengths and after adding noise to each element: NB (a); SVM (b); 
LR (c); LSTM (d); RNN (e); XGBoost (f)
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Рис. 5. Значения показателя Precision для классификаторов NB (a), LR (b), SVM (c), LSTM (d), RNN (e) и XGBoost (f) 
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Fig. 5. Precision values for classifiers NB (a), LR (b), SVM (c), LSTM (d), RNN (e), and XGBoost (f) for different training sample 
sizes: 90 % (blue line), 80 % (orange line), 70 % (green line)
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ление дубликатов и некорректных значений, исключе-
ние выбросов, а также формирование последователь-
ностей с присвоением меток класса для последующей 
проверки метода. Для поиска лучших значений по вы-
боркам временных рядов, обладающих разными свой-
ствами, размер объектов наблюдения был увеличен. 
Длина объектов наблюдения при переборе изменялась 
в диапазоне от 2 до 50 отсчетов. Под лучшим значени-

ем в таблице понимается максимальное достигнутое 
значение показателя качества при переборе параметров 
формирования объектов наблюдения, а под средним 
(Pw) — взвешенное условное среднее значение показа-
теля, вычисленное по всем исследованным комбинаци-
ям длины патча и сдвига для рассматриваемого набора 
данных и классификатора:
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Рис. 7. Значения Precision и границы доверительных интервалов для классификаторов: NB (a); LR (b); SVM (c); LSTM (d); 
RNN (e); XGBoost (f)

Fig. 7. Precision values and confidence interval bounds for classifiers: NB (a); LR (b); SVM (c); LSTM (d); RNN (e); XGBoost (f)
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	 Pw = 
∑ piNpred,i

Npred,i

i=1

N

,	 (3)

где Pi — значение Precision для i-й комбинации пара-
метров оконного преобразования; Npred,i = TPi + FPi — 
число объектов, отнесенных моделью к положительно-
му классу при данной комбинации параметров.

В таблице представлены лучшие и средние значе-
ния, полученные с использованием выражения (3).

Данные таблицы показывают, что результаты рабо-
ты классифицирующих алгоритмов зависят от выбора 
длины патча и величины сдвига при обработке после-
довательностей. Предложенный способ формирова-
ния обучающих выборок позволяет повысить значе-

ния качественных показателей, в частности показателя 
Precision. 

 Сравнение ошибок классификации указывает на 
то, что формирование выборки объектов наблюдения 
предложенным методом обычно способствует улуч-
шению показателей качества обработки. Как видно из 
таблицы, подбор размера патча и сдвига в большинстве 
случаев обеспечивает повышение показателей до 3–8 % 
по сравнению со случайным выбором.

Обсуждение

Представленный метод отличается низкой вычисли-
тельной сложностью, высокой интерпретируемостью 
параметров и минимальной ресурсоемкостью, что де-

Таблица. Лучшие значения на наборах данных
Table. Best values obtained for the datasets

Классификатор Параметр или показатель качества

Наборы данных

PowerCons Sony DodgerLoopGame

лучшее среднее лучшее среднее лучшее среднее

NB Длина патча, количество отсчетов 30 — 28 — 27 —
Сдвиг, количество отсчетов 6 — 8 — 7 —
Precision 0,81 0,72 0,84 0,8 0,79 0,71
Recall 0,78 0,69 0,81 0,77 0,87 0,82
F-мера 0,79 0,71 0,83 0,79 0,83 0,76

LR Длина патча, количество отсчетов 30 — 22 — 23 —
Сдвиг, количество отсчетов 26 — 14 — 3 —
Precision 0,79 0,70 0,82 0,73 0,86 0,76
Recall 0,76 0,67 0,96 0,89 0,84 0,73
F-мера 0,77 0,69 0,88 0,80 0,85 0,74

SVM Длина патча, количество отсчетов 30 — 17 — 23 —
Сдвиг, количество отсчетов 26 — 10 — 3 —
Precision 0,78 0,72 0,86 0,79 0,87 0,75
Recall 0,71 0,65 0,97 0,88 0,82 0,71
F-мера 0,74 0,68 0,91 0,83 0,84 0,73

XGBoost Длина патча, количество отсчетов 28 — 26 — 24 —
Сдвиг, количество отсчетов 9 — 11 — 5 —
Precision 0,85 0,78 0,91 0,86 0,90 0,83
Recall 0,83 0,76 0,93 0,89 0,88 0,81
F-мера 0,84 0,77 0,92 0,87 0,89 0,82

RNN Длина патча, количество отсчетов 29 — 27 — 25 —
Сдвиг, количество отсчетов 8 — 10 — 6 —
Precision 0,86 0,80 0,92 0,87 0,91 0,84
Recall 0,84 0,78 0,94 0,90 0,89 0,82
F-мера 0,85 0,79 0,93 0,89 0,9 0,83

LSTM Длина патча, количество отсчетов 30 — 28 — 25 —
Сдвиг, количество отсчетов 8 — 9 — 6 —
Precision 0,88 0,82 0,94 0,90 0,92 0,86
Recall 0,86 0,80 0,96 0,92 0,91 0,84
F-мера 0,87 0,81 0,95 0,91 0,92 0,85
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лает его подходящим для устройств с ограниченными 
возможностями.

В работе [17] рассмотрено адаптивное применение 
моделей машинного обучения на отдельных сегментах 
выборки в задачах регрессии и классификации, что так-
же связано с адаптацией процесса обработки данных к 
свойствам выборки.

Разработанный метод использует стратегии пе-
ребора, например Grid Search или Random Search на 
ограниченном пространстве, что позволяет снизить 
его вычислительную сложность. Метод ориентирован 
на предобработку временных рядов и подходит для 
относительно простых моделей. В отличие от предло-
женного, метод информационных последовательностей 
ищет баланс между качеством модели и ее сложностью, 
применяя аналитические выражения. Применение ме-
тода наиболее эффективно для статистических моделей. 
Эволюционные алгоритмы применяют стохастический 
подход к нахождению глобального оптимума гиперпа-
раметров, что обусловливает высокую вычислитель-
ную сложность из-за множества итераций. Это дает 
универсальность, но требует значительных ресурсов. 
Байесовская оптимизация использует вероятностные 
модели для поиска оптимума, имеет среднюю или вы-
сокую вычислительную сложность. Она подходит для 
широкого спектра задач, но эффективна только если 
оптимизируемая функция обладает определенной глад-
костью.

Предложенный метод в большей степени является 
подходом к предобработке данных. В отличие от слож-

ных методов оптимизации гиперпараметров, он решает 
более узкую задачу формирования данных таким обра-
зом, чтобы даже простые классификаторы показывали 
высокое качество. Это позволяет использовать его для 
предварительной обработки данных перед применени-
ем более сложных моделей.

Заключение

Предложен метод автоматического формирования 
объектов наблюдения из временных рядов, обеспечи-
вающий выбор параметров оконного преобразования 
на основе оптимизации функционала качества. Метод 
позволяет рассматривать параметры представления 
данных как настраиваемые гиперпараметры процесса 
обучения и направлен на повышение качества оценки 
состояния системы без усложнения архитектуры ис-
пользуемой модели.

Особенность метода состоит в переносе процедуры 
оптимизации с пространства гиперпараметров модели 
на пространство формирования объектов наблюдения 
из временных рядов. Оптимизируется не модель, а 
представление данных, что позволяет повысить каче-
ство классификации без усложнения используемых 
алгоритмов машинного обучения. Полученные экспе-
риментальные результаты показали, что выбор длины 
патча и величины сдвига позволяет повысить значе-
ния показателей качества на 3–8 % по сравнению со 
средними значениями по исследованным комбинациям 
параметров.
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